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Resumo: As tecnologias de inteligência artificial (ia) estão permitindo identificar com 
mais precisão doenças em folhas de plantas por meio da análise de imagens, com efei-
tos benéficos sobre a agricultura (custo, eficiência, qualidade). O artigo apresenta os 
resultados de estudos desenvolvidos com o uso de três tecnologias (plataformas) distin-
tas treinadas com o mesmo conjunto de 50 imagens de quatro doenças, indicando as 
características visuais de cada uma delas. O treinamento foi dividido em duas etapas: 
a primeira realizada com 30 imagens e a segunda com 20 imagens, e a validação e a 
análise do aprendizado foram realizadas a partir de 10 imagens. O propósito dos testes 
é comparar a assertividade de reconhecimento das doenças em cada tecnologia/platafor-
ma. As doenças examinadas para o estudo são: Peronospora (downy mildew), Diplocarpon 
rosae (black spot), Oídio (powdery mildew) e Cancro cítrico. Os resultados mostraram-se 
positivos para a identificação das doenças por meio de imagens.
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Computer vision in agriculture: APIs for detection and recognition of 
plant diseases

Abstract: Artificial intelligence (ai) technology has made it possible to identify plant leaf 
diseases more accurately through image analysis, with beneficial effects to agriculture 
(cost, efficiency, quality). The article presents the results of studies using three distinct 
technologies (platforms) applied to one set of 50 images of four plant diseases, showing 
the visual characteristics of each of them. The study was divided into two stages. The 
first was carried out with 30 images and the second with 20. The learning progress and 
the validation analysis were carried out by means of 10 frames. The purpose of testing 
was to compare disease recognition assertiveness on each technology / platform. Images 
of the following plant diseases were investigated in this study: Peronospora (downy mil-
dew), Diplocarpon rosae (black spot), powdery mildew and Citrus Canker. The results of 
the identification of the diseases through images were positive.

Keywords: Machine learning. Digital agriculture. Digital imaging. api. Computer vi-
sion.
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Introdução

Agregar tecnologias digitais à agricultura traz ganhos para a cadeia 

de produção e para o consumo, impactando positivamente o desenvol-

vimento dos países comprometidos com esses investimentos. Segundo 

Fabrício Juntolli (2017, p. 1), “cerca de 67% das propriedades agrícolas do 

Brasil usam algum tipo de tecnologia, seja na área de gestão dos negó-

cios ou nas atividades de cultivo e colheita da produção”. As tecnologias 

digitais facilitam o acesso do agricultor às informações estratégicas, tais 

como humidade do solo, previsões climáticas, áreas plantadas, estágio da 

colheita ou dados coletados por meio de sensores, dispositivos ou outras 

fontes de dados como sistemas e sites da internet. O conjunto dos diver-

sos dispositivos interconectados é conhecido como Internet of Things, IoT 

(Internet das Coisas) (cf. Atzori, 2010). A ideia básica da IoT consiste em 

conectar uma diversidade de objetos que interagem e cooperam entre si a 

fim de atingir um objetivo comum.

A taxa de disseminação de uma doença em plantas depende das 

condições atuais da cultura e da suscetibilidade à infecção (Lucas et al., 

1992). As plantas submetidas a algum tipo de estresse podem exibir uma 

série de sintomas como manchas coloridas ou raias nas folhas, nos caules 

e nas sementes; esses sintomas visuais alteram continuamente a cor, a 

forma e o tamanho à medida que a doença avança. Identificar os meios de 

combater pragas na agricultura precocemente é um caminho para melho-

rar a produção e a qualidade do produto final.

A introdução de novas tecnologias na agricultura, contudo, não eli-

mina as técnicas tradicionais de cultivo; pelo contrário, as novas técnicas 

associam-se às técnicas existentes gerando ganhos de qualidade nos pro-

cessos e nos resultados.

A criação de aplicações com visão computacional requer plataformas 

computacionais complexas, programas especializados e conhecimento 

na área (alternativa: sistemas disponibilizados por meio de Application 

Programming Interface — APIs). Essas APIs de visão computacional com 

capacidade de aprendizado como principal funcionalidade encontram pa-

drões em imagens ou vídeos, identificando formas, cores, texturas, bor-
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das ou qualquer outro elemento presente que seja o objeto desejado de 

identificação ou classificação. 

O estudo buscou selecionar, avaliar e comparar as tecnologias dis-

poníveis na forma de api e distribuídas por meio de plataforma como 

serviço (PaaS — Platform as a Service). Serão examinadas três plataformas 

cujos sistemas foram criados visando ao aprendizado e a identificação de 

doenças em folhas de plantas por meio de imagens.

As três tecnologias selecionadas serão treinadas com um mesmo 

conjunto de 50 imagens de quatro doenças distintas de folhas de plantas. 

Este treinamento irá fornecer as características visuais de cada uma das 

quatro doenças. O treinamento foi dividido em duas etapas, sendo que a 

primeira etapa foi realizada com um conjunto de 30 imagens e a segunda 

etapa com um conjunto de 20 imagens, totalizando 50 imagens.

A validação e a análise do aprendizado de cada plataforma foram 

realizadas a partir de um conjunto de 10 imagens de testes de plantas 

com as doenças objeto do estudo. Os testes de validação foram realizados 

após cada etapa de treinamento. Este conjunto de imagens para testes 

não foi considerado no treinamento de aprendizagem inicial. O propósito 

dos testes é comparar a assertividade de reconhecimento das doenças em 

cada plataforma, após receber um mesmo treinamento e testes. Pesquisas 

analisadas indicam que o setor agrícola vem recebendo forte investimen-

to em automação, reduzindo, gradativamente, a atuação e intervenção hu-

mana nas rotinas rurais.

Detecção de doença de folhas de plantas por meio de 
processamento de imagem

Distintas técnicas podem ser empregadas para detecção e identifi-

cação de doenças em plantas, como por exemplo a técnica de “K-Means” 

utilizada para separar os pixels verdes da imagem (coloração da planta), 

identificando os pixels da doença (cores diferentes de verde). Esta técni-

ca pode ser utilizada em conjunto com uma rede neural artificial para 

classificação da doença (Sannakki, 2013). Outra técnica utilizada é a seg-

mentação de imagens dentro do espaço rgb (Red, Green e Blue) com bons 

resultados, segundo Gonzales e Woods (2000). Esse método consiste em 

utilizar uma amostra do conjunto de cores que representam as cores de 

interesse, obtendo o valor médio da cor segmentado das demais cores.

A identificação de texturas é um método já conhecido e utilizado 

para análise de imagem, porém agora passa a ser utilizado como uma 
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abordagem em visão computacional; a textura é caracterizada pela repe-

tição de um modelo sobre uma determinada região da imagem, em sua 

forma exata ou com pequenas variações (Haralick, 1973). Identificada a 

textura, é possível aplicar a abordagem de limiarização para segmentar a 

imagem. O método proposto é baseado na extração de diversas caracte-

rísticas de texturas de uma matriz de recorrência dos níveis de coloração 

de cinza, agrupando texturas e cores similares de cinza (Marques; Neto, 

1999).

As etapas de processamento de imagem digitais para detecção de 

doenças em plantas podem ser dividias em três principais segmentos: 

detecção, quantificação e classificação. Para cada etapa existem diferentes 

técnicas que podem ser empregadas; para a detecção podem ser utilizadas 

as técnicas de rede neural, limiarização e análise de regressão duplamen-

te segmentada. Para a quantificação é possível utilizar técnicas de limia-

rização, análise de cor, lógica fuzzy, base de conhecimento, crescimento 

da região e softwares de terceiros. As técnicas de classificação são divididas 

em redes neurais, máquinas de suporte de vetor, classificador fuzzy, re-

gras de características, análise de cores, mapas auto-organizados, análise 

descriminante e função de membro (Barbedo, 2013).

Uma proposta de metodologia capaz de identificar as doenças Pero-

nospora (downy mildew) e Oídio (powdery mildew) em folhas de uva pode 

ser visto no trabalho de Kamlapurkar (2016). O autor apresenta a estru-

tura do sistema em forma sequencial: banco de dados de imagem, pro-

cessamento, extração de características, classificação e diagnóstico. Essa 

abordagem tem como elemento principal a extração o de características 

visuais da doença, utilizando a técnica de segmentação que separa o con-

torno da doença na folha por meio de contraste da imagem e deixa a do-

ença destacada em cor branca. Assim é possível identificar a forma da 

doença e compará-la a imagens similares.

Um sistema robótico autônomo para mapear 
ervas daninhas em campos

Hansen et al. (2013) apresentam um projeto chamado aseta, com-

posto de teoria e de métodos para sistemas de robôs agrícolas. O projeto 

opera veículos aéreos e terrestres não tripulados (VANTs), equipados com 

câmeras para identificação de ervas daninhas em plantações de beterraba. 

A visão computacional é usada em dois momentos: (a) quando as ima-

gens são feitas via aérea, o sistema busca identificar padrões de alteração 

na coloração da folhagem diferente da folhagem de objetivo de cultivo 

e (b) quando as imagens são feitas de forma terrestre, o sistema busca 
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identificar padrões no contorno e na forma não condizente das folhas das 

beterrabas. Uma vez identificada a cultura invasora é possível combater 

de forma individual o foco, diminuindo a quantidade de pesticidas utili-

zada e melhorando a qualidade do produto.

Foram selecionadas imagens de quatro doenças diferentes, com ca-

racterísticas visuais específicas que podem ser visualizadas e diferencia-

das por seres humanos sem a necessidade de equipamento apropriado. 

Para cada doença foram selecionadas 60 imagens, apresentadas em dife-

rentes ângulos e diferentes distâncias de visualização. 

Os fabricantes das APIs de visão computacional desse estudo su-

gerem a utilização de no mínimo 30 imagens para o treinamento inicial. 

O relativo número reduzido de imagens pode estar relacionado ao tipo 

de rede neural utilizada; as redes neurais convolucionais, por exemplo, 

necessitam de um baixo treinamento para atingir resultados aceitáveis, 

análise também presente no estudo de Vargas, Paes e Vasconcelos (2016), 

permitindo extrair características complexas dos dados3.

As imagens selecionadas são do site ipm images4, que tem o foco 

em espécies invasivas, silvicultura, agricultura, manejo integrado de pra-

gas, plantas, insetos, doenças, fungos, vida selvagem, fogo e outros itens 

referentes a recursos naturais. A escolha foi realizada preferencialmente 

por imagens que apresentassem a doença na folha ou fruto, e que não 

houvesse uma grande aproximação (zoom) da imagem. As doenças e as 

imagens selecionadas para o estudo são as seguintes:

Peronospora (downy mildew) 

A doença Peronospora pode afetar diversos tipos de plantas. Ela cos-

tuma aparecer em forma de manchas amarelas ou brancas na parte supe-

rior das superfícies das folhas mais velhas. Na parte de baixo das folhas é 

possível notar uma cobertura de fungos de cor branca a acinzentada com 

aspecto de algodão. A doença é notada principalmente após a chuva, po-

dendo desaparecer em um clima mais ensolarado. A evolução da doença 

é caracterizada pela coloração de castanha, podendo levar a queda das 

folhas (Figura 1).

A Peronospora ocorre em clima frio e úmido, sendo mais comum 

no início da primavera ou final do outono; seus esporos ficam dormentes 

3 A escolha e uso das imagens para treinamento e testes possui objetivo explo-
ratório, não sendo objeto deste estudo identificar a quantidade ideal de imagens 
que devem ser utilizadas para treinamento.

4 Disponível em: ipmimages.org. Acesso em: 20 ago. 2019.

https://www.ipmimages.org
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sobre os detritos das plantas e é transmitida por meio do manejo e trans-

porte dos esporos por insetos, vento, chuva ou ferramentas (Encyclopa-

edia Britannica, 2017).

Diplocarpon rosae (black spot)

Diplocarpon rosae é uma doença comum em várias espécies, mas 

sobretudo em rosas. Ela é causada por bactéria e grande quantidade de 

fungos. A doença costuma aparecer em clima úmido e sua característica 

principal são manchas pretas irregulares nas folhas, caule e partes da flor 

(Encyclopaedia Britannica, 2017). As dez imagens da Figura 2 apre-

sentam a doença Diplocarpon rosae e foram utilizadas nos testes.

Oídio (powdery mildew)

Oídio é uma doença global, caracterizada por um crescimento pul-

verulento nas folhas, flores e frutos causado por um tipo de fungo. Sua 

aparência é de um pó branco que se espalha pelas folhas; com a evolução 

da doença, as folhas se tornam amareladas, distorcendo as próprias folhas 

e os frutos (Encyclopaedia Britannica, 2017).

Figura 1. Imagens para testes da doença Peronospora. 
Fonte: ipm Imagens. Disponível em: ipmimages.org. Acesso em: 20 ago. 2019.

Figura 2. Imagens para testes da doença Diplocarpon rosae. 
Fonte: ipm Imagens. Disponível em: ipmimages.org. Acesso em: 20 ago. 2019.

https://www.ipmimages.org
https://www.ipmimages.org
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Cancro cítrico

Cancro cítrico é uma doença que aparece como uma mancha na fo-

lha e uma espécie de ferida na casca do fruto; essas lesões, inicialmente, 

são pequenos pontos que podem chegar até o tamanho de 2 a 10 mm de 

diâmetro. As lesões ficam aparentes após sete dias da infecção e o sin-

toma mais aparente nas folhas é o halo amarelo ao redor da lesão (Got-

twald; Graham, 2018).

As dez imagens da Figura 4 apresentam a doença Cancro cítrico e 

foram utilizadas para os testes e validações do aprendizado das três apli-

cações.

Aprendizado de máquina

O aprendizado de máquina é uma subárea da Inteligência Artificial 

(ia), utilizada também para reconhecimento de padrões e de regularida-

des nos dados analisados (Bishop, 2006).

O treinamento utilizado é classificado como aprendizado supervi-

sionado, os sistemas que se utilizam desta técnica podem ser treinados a 

partir de dados conhecidos, que são rotulados de acordo com o objetivo 

de classificação. O aprendizado supervisionado é a tarefa dentro do apren-

Figura 3. Imagens para testes da doença Oídio. 
Fonte: ipm Imagens. Disponível em: ipmimages.org. Acesso em: 20 ago. 2019.

Figura 4. Imagens para testes da doença Cancro crítico. 
Fonte: ipm Imagens. Disponível em: ipmimages.org. Acesso em: 20 ago. 2019.

https://www.ipmimages.org
https://www.ipmimages.org
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dizado de máquina de aprender uma função que mapeia uma entrada 

para uma saída com base em pares de entrada/saída de exemplo (Mohri, 

2012). 

Após realizado o treinamento supervisionado, o conjunto de ima-

gens deve ser validado com o objetivo de analisar se os padrões e as si-

milaridades encontradas estão corretamente classificados de acordo com 

o rótulo ou etiqueta dada no treinamento. A validação pode ser realizada 

com o uso da técnica de K-fold cross validation, que serve para avaliar a 

capacidade de generalização de um modelo, a partir de um conjunto de 

dados (Kohavi, 1995). Essa técnica é, em geral, utilizada em cenários 

nos quais o objetivo é a previsão, isto é, estimar quão preciso o modelo 

preditivo criado e treinado irá funcionar em um teste real. Neste caso, as 

imagens utilizadas para realizar o teste são as mesmas que foram utiliza-

das para o treinamento; a técnica consiste em dividir o conjunto total de 

dados e K subconjuntos de mesmo tamanho e exclusivos. Um desses sub-

conjuntos é separado e utilizado para teste com os demais conjuntos K 

restantes — assim, é possível calcular a acurácia do modelo. O processo é 

repetido K vezes, tal que o subconjunto de teste é alterado de forma circu-

lar; por isso, a técnica também é conhecida como Estimativa de Rotação.

A acurácia dos dados pode ser validada por meio do modelo Preci-

sion e Recall, em que a funcionalidade Precision apresenta-se em forma de 

etiqueta. A etiqueta, por sua vez, será reconhecida pelo seu classificador, 

mostrando a probabilidade do conjunto de imagens estar correto na clas-

sificação, ou seja, de todas as imagens que foram utilizadas para treinar o 

classificador, qual a porcentagem que o modelo obteve de acerto, este é o 

que representa o Precision. 

A funcionalidade Recall demonstra o valor encontrado das imagens 

que deveriam ter sido classificadas corretamente, comparado com quan-

to o identificador classificou corretamente (Powers, 2007). Por exemplo, 

um Recall de 100% significa que de 38 imagens de animais utilizados 

para treinar, todas as 38 foram reconhecidas.

api 1

O treinamento da api 1 inicia-se com a criação do domínio das ima-

gens, em que cada domínio representa um contexto da imagem. Essa 

classificação prévia auxilia no treinamento da imagem, pois cada domínio 

oferecido pela ferramenta já possui um pré-treinamento da rede neural 

com o contexto do domínio.
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O treinamento para as doenças apresentadas neste trabalho foi re-

alizado com o domínio denominado “Genérico”. Neste modelo foram 

criadas quatro etiquetas (tags ou rótulos) — uma etiqueta para cada uma 

das doenças em estudo —, para agrupar imagens com características e 

padrões de similaridade. Cada etiqueta recebe um conjunto de imagens 

para treinamento e, posteriormente, podem ser adicionadas novas ima-

gens à mesma etiqueta, a fim de melhorar a capacidade de identificação 

dos padrões do conjunto das imagens.

No modelo utilizado para a identificação das quatro doenças, com 

30 imagens de treinamento, foram obtidas as médias 78,3% de Precision e 

72,5% de Recall. Com 50 imagens, as médias tiveram pequeno acréscimo: 

78,6% de Precision e 74,1% de Recall. O Quadro 1 apresenta os valores 

individuais obtidos para cada doença.

Esses valores foram obtidos utilizando um limite (threshold) de 50%, 

isto é, a ferramenta considerou apenas os valores nos quais a probabilida-

de de acerto encontrada foi maior que 50%.

api 2

Até o momento deste trabalho não havia uma interface para visu-

alização do Recall e Precision rate. Então, não foi possível identificar os 

fatores de qualidade das imagens utilizadas para treinamento.

api 3

No treinamento realizado com a api 3 para as quatro doenças, com 

as 30 primeiras imagens, foram obtidas as médias 60,7% de Precision e 

56,3% de Recall. Com 50 imagens de treinamento as médias foram 83,3% 

Quadro 1. Resultados dos treinamentos para cada doença com a api 1.
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de Precision e 76,7 de Recall. O Quadro 2 apresenta os valores individuais 

obtidos para cada doença.

Esses valores foram obtidos utilizando um limiar (threshold) de 

50%: a ferramenta considerou apenas os valores em que a probabilidade 

de acerto encontrada foi maior que 50%.

Resultados

Os resultados dos testes das 3 APIs apresentam a probabilidade 

e medida em porcentagem de cada técnica em identificar a doença. O 

primeiro resultado destacado foram os erros obtidos por cada doença 

durante os treinamentos. O primeiro treinamento realizado utilizou 30 

imagens e, o segundo treinamento, mais 20 imagens, totalizando 50. Foi 

considerado “erro” quando a técnica classifica uma doença de forma equi-

vocada; a doença que apresentou maior quantidade de erros foi o Oídio, 

em relação à qual as três APIs classificaram a mesma imagem como Pe-

ronospora em vez de Oídio; porém, a api 3, após o segundo treinamento, 

obteve êxito no acerto da doença, com uma probabilidade de 40,4% de 

acerto, conforme a Figura 5.

Quadro 2. Resultados dos treinamentos para cada doença com a ferramenta 3.
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Outro destaque foram os erros encontrados com a doença Peronos-

pora. As três APIs classificaram de forma errada com o primeiro treina-

mento; mas, após o segundo, houve melhora nas classificações da api 2 

(74,9%) e da api 3 (80,9%). A classificação da api 1 reteve a classificação 

errada, mantendo os mesmos valores.

Figura 5. Erros na classificação oídio. Verde: aumento da probabilidade 
de identificação após segundo treinamento com 50 imagens. Vermelho: 

erro na identificação da doença.2019.

Figura 6. Erros na classificação Peronospora. Azul: diminuição da proba-
bilidade na identificação após o segundo treinamento com 50 imagens.
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Os erros encontrados para os dois treinamentos de acordo com cada 

doença e ferramentas podem ser vistos na Quadro 3.

Após o segundo treinamento, observou-se uma melhora dos erros 

de classificação, como mostra o Quadro 4, que apresenta os valores con-

solidados e a diferença das quantidades de erros entre o primeiro treina-

mento e o segundo treinamento.

Analisando as quantidades de acertos das técnicas na identifica-

ção da doença, os índices são próximos de 90% (nesta análise não foi 

considerado a acurácia na identificação, foi considerado apenas se a tec-

nologia obteve sucesso na identificação da doença contida na imagem e 

não seu grau de certeza no resultado apresentado. O Quadro 5 apresenta 

os valores dos acertos após os treinos.

Quadro 3. Resultados dos erros por doença e ferramenta.

Quadro 4. Resultados dos erros consolidados e diferença de erros entre treina-
mentos.

Quadro 5. Resultados dos acertos por doença e ferramenta.



109

Visão computacional na agriculturateccogs
n. 20, jul./dez. 2019

Ao analisar os erros e acertos de cada tecnologia, é possível avaliar a 

precisão das técnicas na classificação das imagens de acordo com a doen-

ça contida na imagem. A análise mostra a porcentagem de probabilidade 

de a classificação estar correta (valores próximos de 100% indicam um 

alto índice de certeza).

O Quadro 6 apresenta as médias das probabilidades de acertos para 

cada doença, dividido entre os dois treinamentos e técnicas.

Conforme Wang et al. (2012), as CNNs (Redes Neurais Convolu-

cionais) não precisam de muitos dados para o treinamento, afirmação 

comprovada nos resultados: com apenas 30 imagens foi possível atin-

gir resultados de acerto acima de 70%. Vale ressaltar que os resultados 

melhoram a cada novo treinamento; porém, essa melhora só é possível 

quando realizado um treinamento com supervisão adequada (Gülçehre; 

Bengio, 2016), nos quais os dados utilizados devem possuir relevância 

com o desafio.

Uma característica presente em duas das técnicas analisadas é a 

capacidade de ajustar a classificação de uma foto classificada erroneamente. 

Essa capacidade foi identificada nas APIs 2 e 3 e pode ser feita de maneira 

simples utilizando as APIs, ajustando a classificação da imagem para a 

etiqueta correta, utilizando uma das classificações previamente criadas 

ou criando uma nova classificação. Este tipo de correção permite corrigir 

o erro, propagando a correção para toda a rede por meio do conceito de 

retropropagação. Esta arquitetura, representada na Figura 7, faz com que 

a saída de uma camada seja utilizada como entrada para a próxima cama-

da, e a função de ativação utilizada seja não linear; desta forma, funções 

complexas podem ser obtidas para mapeamento entre a entrada e a saí-

da. Neste tipo de arquitetura, o treinamento é efetuado por retropropaga-

ção do erro obtido pela classificação. Assim, toda vez que um neurônio 

Quadro 6. Média da probabilidade de acertos por doença, ferramenta e treino.
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é alterado, devido a uma classificação incorreta, ele irá propagar seu erro 

para os demais neurônios por meio de algoritmos de retropropagação ou 

regressão linear, fazendo com que toda a cadeia de neurônios tenha um 

novo aprendizado (Pedrini; Schwartz, 2008).

Os resultados apresentados mostram que é possível utilizar 

ferramentas de visão computacional fornecida como APIs na identificação 

de doenças em plantas por meio de imagens; porém, são necessários 

maiores estudos para validação de dados. Uma possibilidade é aplicar 

as técnicas em campo, analisando imagens feitas diretamente em uma 

plantação e verificando seus acertos em condições distintas de luz, ângulo 

e fatores externos.
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